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適応的学習による自己組織化マップの自動カテゴリ分類
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あらまし 本論文では，ART-2(Adaptive Resonance Theory)の追加学習機能，CPN(Counter Propagation Networks)

の自己写像特性を組み合わせたネットワークを用いた，画像の自動カテゴリ分類手法を提案する．本手法では，SIFTに

よる 128次元の特徴量から得られたコードブックに基づいた，SIFT記述子ベクトルのヒストグラムをART，CPNに与

えることにより，ARTによる自動ラベリング，CPNによるカテゴリ間の空間的な関係の可視化を行い，unsupervised

による自動カテゴリ分類を可能とする．Caltech画像セットを用いた評価実験では，ARTの分類粒度を決定するビジ

ランスパラメータを変更することにより，冗長なカテゴリを抑制しつつ，CPNのカテゴリマップにより，自動的にカ

テゴリ空間を形成できることを示す．
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Abstract This paper presents a method for automatic category classification using a network system that combine

additional learning function of ART-2(Adaptive Resonance Theory) networks, self-representation characteristic of

CPN(Counter Propagation Networks) ,and local feature descriptors by SIFT(Scale-Invariant Feature Transform).

In our method, we are possible unsupervised automatic category classification. Our proposed method consists of

three important elements: 1) automatic category labeling by ART networks; 2) visiblize spatial relations between

categories by CPN ;and 3)produce our original histograms basing on vector quantizing SIFT descriptors. Experi-

ment results that used Caltech-256 Object Category Dataset show that our method can successfully build categories

from an unsupervised analysis of images.
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1. は じ め に

画像中の未知の物体をそれが属するべきカテゴリに分類す

る一般物体認識は，視覚情報処理における知識システム獲得

のための技術として実現が期待されている [1]．また，含まれ

る物体やシーンの認識をするだけでなく，人間が行う「想像」

や「記憶」のように画像から予測されるさまざまな可能性に

ついて，システムがコンテキストを理解し，画像に写っている

世界の状態そのものの記述をすることが望ましい．こうした

ことが実現できて，初めて画像の意味的な認識・理解が実現で

きたといえるのではないかと考えられている．現在，一般物

体認識研究において最新のカテゴリ分類の手法は，局所特徴

量を用いた Bag-of-keypoints表現による画像分類手法である．

Bag-of-keypointsによる特徴表現は，学習画像に対する，(１)

特徴点抽出 (100個以上/画像)，(２)SIFT記述子ベクトルの計

算，(３) 全学習画像の全 SIFT 記述子ベクトルの k-means を

用いたクラタリング (k は 100～1000 程度) によるコードブッ

クの作成，(４)コードブックに基づいて各画像について SIFT

記述子ベクトルのヒストグラムを作成，の手順によって作成さ

れる．これを判別モデルにおいて最も高い性能を示している

SVM(Support Vector Machine) [2]に適用し，きわめて良い性

能を示している．また，同じく局所特徴量を用いた手法とし
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て，GC(Generalized Correlograms)による画像表現手法があ

る [3]．この画像表現手法では，オブジェクトはGCの分布配置

によって表現され，各々の GCは局所部分の情報と，それらの

空間関係をコード化している．カテゴリ分類の手法には計算効

率に優れた Boosting [4] が用いられており，Caltech 画像セッ

トに対して高い分類精度を示している．

しかし，最近では，これらのあらかじめカテゴリを決めて，

それに対応する学習画像を人手で集める supervised な手法と

は異なり，カテゴリ自体が未知な問題に対して，画像を自動

的にカテゴリ分類させる unsupervised な手法が提案されて

いる．Sivic らは大量の画像から自動的にカテゴリを探し出

す unsupervised な手法の試みで，認識すべきカテゴリを自動

発見するという興味深いアイデアを提案している [5]．これは

Bag-of-keypoints approachを用いて，大量の画像に対して文

書分類手法の probabilistic Latent Semantic Analysis(pLSA)

を適用することによって，自動的に画像のカテゴリを抽出する

手法である．また，文献 [6]では，人間の感覚に即した物体の

カテゴリ分類として，ロボットの身体性を利用し，視覚・聴覚・

触覚のマルチモーダル情報を用いた unsupervisedなカテゴリ

分類手法を提案している．このように，近年，視覚情報処理に

おいて，知識システム獲得のための技術として，unsupervised

なカテゴリ分類の研究が非常に重要とされている．

そこで，本研究では，unsupervised なカテゴリ分類を実

現する手法として，Grossberg らによって提案された ART-

2(Adaptive Resonance Theory) [7] と Nilsen によって提案さ

れた CPN(Counter Propagation Networks) [8] の自己写像特

性を組み合わせたネットワークを適用した，unsupervisedなカ

テゴリ分類システムを提案する．ARTは，安定性と可塑性を

保ちながら適応的にカテゴリを形成する追加学習型の自己組織

化ニューラルネットワークである．ARTを用いることにより，

事前にカテゴリ数の知識を必要としない unsupervisedなカテ

ゴリ分類が可能となる．CPNは SOM(Self-Organizing Maps)

の Kohonen層の上に Grossberg層を追加し，写像とラベル付

けを同時に行う，教師ありニューラルネットワークである．本

手法の特徴は，これらを組み合わせることにより，ARTでは不

明瞭となっているカテゴリ間の空間的な関係を SOMにより可

視化するとともに，教師なし学習として SOMのラベル付けを

自動で行える点にある．また，SOMは入力特徴量となるコー

ドブックの作成にも用いており，入力特徴量の記述方法として

は，画像の回転・スケール変化・照明変化などに頑健な局所特

徴量を記述する SIFT(Scale-Invariant Feature Transform)記

述子を用いる．Caltech-256 を用いた評価実験では，ART に

よって未知なカテゴリのラベル付けを自動的に検出できること

を示し，提案手法による unsupervised なカテゴリ分類の有効

性を検討する．

以下，2.では提案するカテゴリ分類法について詳しく説明す

る．Caltech-256 を用いた評価実験の方法，結果を 3. で示し，

4. でその考察について述べる．最後に 5.で結論と今後の課題

について述べる．
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図 1 提案手法のネットワーク構成
Fig. 1 Network architecture of the proposal method.

2. カテゴリ分類法

本節では提案するカテゴリ分類手法について述べる．本研究

で提案するカテゴリ分類手法のネットワーク構成を図 1に示す．

提案手法の処理手順は図 1 のように，(1)SIFT による特徴点

抽出および SIFT記述子ベクトルの算出，(2)全学習画像の全

SIFT記述子ベクトルの SOMを用いたクラスタリングによる

コードブックの作成，(3)コードブックに基づいて各画像につ

いて SIFT記述子ベクトルのヒストグラムを作成，(4) ARTに

よるカテゴリの自動ラベリング，(5)CPNによるカテゴリマッ

プの作成 (カテゴリ分類)，となる．提案手法の前処理にあたる

(1)～(3)は Bag-of-keypoints表現と同様の手順であるが，本手

法ではクラスタリング手法として SOMを用いる．k-means 法

ではクラスタ中心以外のデータ情報が考慮されないのに対し，

SOMでは位相情報を保存しながらの学習を行えるため，誤認

識を最小に抑えることができる．更に，(4)，(5)のネットワー

クシステムにより，大量の画像から自動的にカテゴリを探し出

す unsupervised なカテゴリ分類を可能とする．以下に，各ア

ルゴリズムの詳細を記す．

2. 1 SIFTによる特徴点の検出と特徴量の記述

現在，一般物体認識において，局所特徴量の記述方法として

は，SIFT記述子が最もよく用いられている．SIFTの処理は，

特徴点の検出 (detection)と特徴量の記述 (description)の２段

階からなり，各処理は以下の流れで行われる [9]．

（ 1） スケールとキーポイント検出 DoG の結果の画像を

D(u, v, σ)とすると，DoG画像は次式で求まる．

D(u, v, σ) = (G(x, y, kσ) − G(x, y, σ)) ∗ I(u, v)

= L(u, v, kσ) − L(u, v, σ) (1)

ここで，G(x, y, σ)はガウス関数，I(u, v)は入力画像，L(u, v, σ)

は平滑化画像とする．

DoG画像の注目画素と，その周りの 26近傍を比較し，極値

であった場合，その画素をキーポイント候補点として検出する．

（ 2） キーポイントのローカライズ

(2-1) 主曲率によるキーポイントの絞込み．

次式に示すようにしきい値処理することで，不要なキーポイ
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ントを削除する．

Tr(H)2

Det(H)
<

(γth + 1)2

γth
(2)

ここで，Tr(H)はヘッセ行列の対角成分の和，Det(H)は行列

式とする．

DoG の値からキーポイント削除の判別を行う．サブピクセ

ル位置での DoG出力の絶対値がしきい値より小さい場合キー

ポイントを削除する．

(2-2) コントラストによるキーポイントの絞込み．

DoG の値からキーポイント削除の判別を行う．サブピクセ

ル位置での DoG出力の絶対値がしきい値より小さい場合キー

ポイントを削除する．

D(x̂) = D +
1

2

∂D

∂x

T

x̂ (3)

ここで，D は DoG関数，x̂はサブピクセル位置とする．

（ 3） オリエンテーションの算出局所領域における勾配強度

m(x, y) と勾配方向 θ(u, v) から重み付方向ヒストグラム h を

以下の式により作成する．

hθ′ =
∑

x

∑
y

w(x, y) · δ[θ′, θ(x, y)] (4)

w(x, y) = G(x, y, σ) · m(x, y) (5)

（ 4） 特徴量の記述

特徴量の記述には，4× 4の領域にそれぞれ 8方向ヒストグラ

ムを作成するため，128次元ベクトルの特徴量を持つことにな

る．この 128 次元の SIFT 特徴量をキーポイントごとに抽出

する．

2. 2 SOMによるコードブックの作成

提案手法では，一般的なBag-of-keypointsとは違い，k-means

法によるクラスタリングを SOM で行う．SOM のネットワー

クは，入力データと類似したデータにも反応するような領域を

作り出し，入力データの持つ特徴を判別できるように，ネット

ワークの内部状態を変更しながら学習する．よって，SOMで

は，学習時に提示されなかったベクトルでも，正確にクラスタ

リングされ，クラスタ数や初期クラスタの中心値が未知の場合

でも誤認識を最小とするクラスタ抽出を行うことができる．な

お，SOM の学習アルゴリズムは，2. 4 節にて述べる CPN の

Grossberg層を除いた，入力層と Kohonen層との間の処理と

なる [10].

2. 3 ARTネットワークによるカテゴリのラベル付け

ARTには様々なバージョンが存在する [11]．その中で，本研

究では，連続値入力が可能な ART2 [7]を用いる．

ART2の学習アルゴリズムを以下に記す．

（ 1） トップダウン結合荷重Zji，ボトムアップ結合荷重Zij，

F1層サブレイヤの出力 pi,qi,ui を次式により初期化する．

Zji(0) = 0, Zij(0) =
1

(1 − d)
√

M
， (6)

pi(0) = qi(0) = ui(0) = vi(0) = wi(0) = xi(0) = 0.0 (7)

（ 2） 入力 Iiを提示し，次式より各サブレイヤを伝播させる．

wi(t) = Ii(t) + aui(t − 1)， (8)

xi(t) =
wi(t)

e + ‖w‖， (9)

vi(t) = f(xi(t)) + bf(qi(t − 1))， (10)

ui(t) =
vi(t)

e + ‖v‖， (11)

pi(t) =

{
ui(t) (inactive)

ui(t) + dZJi(t) (active)
(12)

qi(t) =
pi(t)

e + ‖p‖， (13)

f(x) =

{
0 if 0 <= x < θ

x if x >= θ
(14)

（ 3） 最大活性化ユニット Tj を探索する．

TJ(t) = max(
∑

j

pi(t)Zij(t)) (15)

（ 4） トップダウン結合荷重 Zji，ボトムアップ結合荷重 Zij

を更新する．

d

dt
ZJi(t) = d[pi(t) − ZJi(t)]， (16)

d

dt
ZiJ(t) = d[pi(t) − ZiJ(t)] (17)

（ 5） ビジランス閾値 ρを用いて，カテゴリに属するかを判

定する．

ρ

e + ‖r‖ > 1，ri(t) =
ui(t) + cpi(t)

e + ‖u‖ + ‖cp‖ (18)

判定条件が成立する場合は，選択されたユニットをリセット

して (3)へ戻り再探索する．不成立の場合は，F1層内の変化率

が小さくなるまで (2)と (4)を繰り返す．

なお，aと bは u層から w 層及び q 層から v 層のフィード

バックループにかかる係数である．cは p層から r 層への伝搬

係数，dは学習率係数であり，両者間には cd/(1 − d) <= 1の制

約が与えられている．θ は v 層におけるノイズの除去を制御す

るパラメータである．

2. 4 CPNによるカテゴリマップの生成

CPNはパターンマッピングを行う [8]．すなわちパターンの

全集合において一つのパターンを別なパターンにマッピングす

る．パターンが提示されると，学習後のネットワークは結合荷

重を使って，そのパターンを特定のグループに分類する．そこ

で結合荷重に関連した目標パターンが出力となる．Kohonen層

では，教師なし学習を行う競合ユニットをもっている．最上層

の Grossberg層は，Kohonen層と完全結合していて競合的で

はない．Grossberg層はWindrow-HoffあるいはGrossbergの

規則により訓練される．本手法では，通常，実験者や設計者の

経験や主観的な判断による手作業に頼っている Kohonen層ユ

ニットに対するラベル付けを ART2により自動で行っている．

CPNの学習アルゴリズムを以下に記す．
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（ 1） ui
n,m(t) は，時刻 t における，入力層ユニット i(i =

1, ..., I) から，Kohonen 層ユニット (n, m)(n = 1, ..., N, m =

1, ..., M) への結合荷重とする. vj
n,m(t) は，時刻 t におけ

る,Grossberg層ユニット j から，Kohonen層ユニット (n, m)

への結合荷重とする. これらの結合荷重は, ランダムに初期化

される.xi(t)は,時刻 tにおける入力層ユニット iに提示される

学習データである. xi(t) と ui
n,m(t) の間のユークリッド距離

dn,m は次式で計算される.

dn,m =

√√√√ I∑
i=1

(xi(t) − ui
n,m(t))2 (19)

（ 2） dn,m が最小となるユニットが,勝者ユニット cとして

定義される.

c = argmin(dn,m) (20)

（ 3） Nc(t) は, 勝者ユニット c の近傍領域である.Nc(t) の

内部の結合荷重 ui
n,m(t)は,Kohonenの学習アルゴリズムを用

いて更新される.

ui
n,m(t + 1) = ui

n,m(t) + α(t)(xi(t) − ui
n,m(t)) (21)

（ 4） Nc(t)の内部の結合荷重 vj
n,m(t)は,Grossbergのアウ

トスター学習アルゴリズムで更新される.

vj
n,m(t + 1) = vj

n,m(t) + β(t)(tj(t) − vj
n,m(t)) (22)

ここで,tj(t)は,Grossberg層に提示される教師信号である．α(t)

と β(t)は,学習率係数であり,学習の進行とともに減少する.CPN

の学習は,以上のステップを事前に設定した学習回数だけ繰り

返す.

3. 実 験

3. 1 画像データセット

近年のカテゴリ分類研究では，カリフォルニア工科大学の

Caltech画像セットが評価画像データのデファクトスタンダー

ドとなっている [1]．Caltech画像セットはCaltech-6，Caltech-

101，Caltech-256の３種類の画像セットがあり，本研究では，

最新のCaltech-256を用いて提案手法の評価を行う．Caltech-6，

Caltech-101と比べ，Caltech-256はカテゴリが 256種類に増

えただけでなく，Caltech-101作成時に行った向きや大きさを

統一するような操作が行われなかったため，より一般的な画像

セットになっているという特徴がある．Caltech-256は 256種

類のカテゴリと背景カテゴリの計 257 種類から構成されてい

るが，本実験では 256種類のカテゴリの中から，各カテゴリの

画像枚数が多く，他手法 [3], [5]でも用いられている，airplane，

car-side，motorbike，face，clutterの 5種類のカテゴリを用い

て本手法の有効性を検討する．

3. 2 予 備 実 験

予備実験では本手法の各パラメータとカテゴリ分類性能の関

係性を実験より示すとともに，評価実験で用いるパラメータの

検討を行う．以下に予備実験の結果を示す．

7

8

6

10

7

4

1

0

2

3

0

2

4

6

8

10

12

50 100 150 200 250

CodeBook                  [units]

C
at

e
go

ri
e
s

Labels

Categories

図 2 コードブックのユニット数と ART のラベリング結果
Fig. 2 The number of codebook units and labeling results by

ART.
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図 3 コードブックのユニット数と CPNのカテゴリマップの比較 (上:

ユニット数=50, 下:ユニット数=250)
Fig. 3 Comparision of units with category maps of CPN(Top:Unit=50,Bottom:Unit=250).

3. 2. 1 コードブックのユニット数とカテゴリ形成

本手法のカテゴリ分類では入力特徴量として SIFT 特徴量

に基づいたコードブックを SOMにより生成した．分類を行う

際の特徴量となるコードブックのユニット数の違いがカテゴリ

形成に影響を与えるため，ここではユニット数の違いによるカ

テゴリ形成の比較を行う．ユニット数は 50，100，150，200，

250 で比較を行った．なお，ART のビジランスパラメータ ρ

は 0.950，学習画像データ数は 5枚とした．実験結果を図 2，3

に示す．図 2はコードブックのユニット数の変化と ARTのラ

ベリング結果のグラフ，図 3はユニット数の変化と CPNのカ

テゴリマップの比較である．図 2のグラフは，Labelsが ART

でラベリングされたラベルの数を示す，Categoriesは CPNの

カテゴリマップで形成された、カテゴリ数を示す．また，図

3 のマップに示された番号はラベルを示し，丸，四角，三角，

ひし形，星の記号はそれぞれ，airplane，car-side，motorbike，

face，clutterカテゴリを表し，CPNによって写像された位相

を示している．はじめに，ARTによるラベリングの結果から

比較する．図 2より，ユニット数が多くなるにつれてラベリン

グが細分化され，カテゴリが離散的になっていることがわかる．
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Fig. 4 The setting of vigilance parameter and labeling results by
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図 5 ART のラベリング結果の比較 (左:ρ=0.950， 右:ρ=0.975)
Fig. 5 Comparision of labeling results by ART(left:ρ=0.950，

right:ρ=0.975).

また，最も違いの現れたユニット数 50と 250の CPNのカテ

ゴリマップを挙げて比較すると，ユニット数が 50から増える

に従い，同一カテゴリ画像の位相距離が離散的になっているこ

とが確認できる．この結果から，本手法ではコードブックのユ

ニット数を 50とした．

3. 2. 2 ARTのビジランスパラメータの変化とカテゴリ形成

本手法において，カテゴリ分類の性能に大きく影響を与えて

いるのが，カテゴリの分類粒度を決める ρである．そこで，本

手法のカテゴリ分類性能と ρ の関係を，ρ を 0.950～0.980 の

範囲で 0.005ずつ変化させて比較した．結果を図 4，5，6に示

す．図 4は ρの変化と ARTのラベリング結果のグラフ，図 5

は ρ=0.950と ρ=0.975のラベリング結果の比較，図 6は ART

のラベリングと CPNのカテゴリマップの関係を示した．なお，

コードブックのユニット数を 50，学習画像データ数を 5 枚と

した．図 4より ρ＝ 0.975，ρ＝ 0.980のときラベル数が大き

く増えているのがわかる．図 5の ARTのラベリング結果を見

ると，0.975でラベル数は 0.950より多くなったが，カテゴリ

4(faceカテゴリ)と他のカテゴリの違いを 0.950より識別でき

ていることがわかる．また，図 6の CPNのカテゴリマップを

見ると，各画像のマップ配置にはまったく変化がなく，0.975で

は 0.950より多くラベリングされた 7，8，9，10のユニットが
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図 6 ARTのラベリングとCPNのカテゴリマップの関係 (上:ρ=0.950,

下:ρ=0.975)
Fig. 6 Relation between labeling by ART and category maps of

CPN(Top:ρ=0.950,Bottom:ρ=0.975).
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図 7 学習結果における識別率
Fig. 7 Performance of learning results.

0.950のマップに重なっただけとなっている．従って，実験結果

より，冗長なカテゴリのラベリングを抑制できている ARTの

性能，CPNの各画像データを各カテゴリで近い位相に写像で

きる性能の両方が発揮されている ρ=0.950を本手法で用いる．

3. 3 評 価 実 験

本節では，学習用画像データ数を 5，10，15，20，25，30，

40枚と変えての評価を行った．テスト用画像データ数は各カテ

ゴリから 25枚ずつとした [12]．以下に実験結果を示す．

3. 3. 1 学習画像におけるカテゴリ分類結果

評価実験における学習結果を図 7 に示す．図 7 の平均識別

率から学習データ数が 20，25，30枚のときには，識別率が 70

％に達している．しかし，一般的に，ニューラルネットワーク

では学習画像データ数が多くなると識別精度は向上するが，図

7より，10枚と 40枚でそのような結果になっていない．

また，各カテゴリでその分類精度を比較すると，faceカテゴ

リは安定して精度よく識別している．car-sideと motorbikeカ

テゴリについても高い分類精度を示しているが，学習画像デー
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Fig. 8 Performance of test results.

タ数によって大きく精度がばらついている．airplaneと clutter

カテゴリは学習データ数 10，15，25 枚で 0 ％を示しており，

精度は低いことがわかる．

3. 3. 2 テスト画像におけるカテゴリ分類結果

テスト結果を図 8に示す．平均識別率より，各学習画像デー

タ数におけるグラフの推移は学習結果の平均識別率のグラフと

同じような傾向を示している．最も精度が高かったのは学習画

像データ数が 30枚のときで 51.2％を示した．

各カテゴリの結果を比較すると，faceと car-sideカテゴリで

は学習結果と同様に学習データ数 5，20，25，30枚で高い精度

を示している．しかし，motorbikeカテゴリは学習結果より精

度が下がっている．また，clutterカテゴリは学習結果と同様に

精度は低いが，airplaneカテゴリは学習データ数が多くなるに

従い，精度は低いがグラフの変化が小さくなって安定してきて

いる．

4. 考 察

ART のラベリングと CPN のカテゴリマップについて考察

する．airplaneの画像は多くの画像で端に白い線が入っている．

ρ＝ 0.975のときは ARTのラベリングで，両端で線の太さが

異なる画像 2枚が 0に，線なしが 1に，線の太さが両端均等な

画像が 2に，片方だけが 3とラベリングされており，異なる特

徴を捉え，識別できていることがいえる．CPNではそれらの

画像を近い位相に写像しているため，画像の白い線から得られ

た特徴量を除き，対象物体の特徴を捉えて airplaneのカテゴリ

を形成できたと考えられる．また，motorbikeカテゴリでも，3

枚が右向きで 2枚が左向きとなっており，ARTのラベリング

で別のカテゴリとしてラベル付けされたが，CPNでカテゴリ

形成ができているのは結果から明らかである．よって，ARTと

CPNという 2つのネットワークを unsupervisedなカテゴリ分

類手法として適用することが有効であるといえる．さらに，入

力特徴量としたコードブックに改良を加えることで，その性能

が向上すると考えられる．本実験において，ユニット数が 250

のときにカテゴリ形成が離散的になった要因として，ART に

よるラベル数が少なくなったことが挙げられる．CPNの特性

として，入力パターンのラベルは互いに重複しない別々のカテ

ゴリに分かれている必要があり，250では他に比べて多くの画

像でラベルが重複しており，カテゴリ形成にゆがみが生じたた

めに，性能が低下したと考えられる．よって，入力パターンと

なるユニットを形成する，SOMのクラスタリングにおける学

習回数を増やし，入力パターンの強調を行うことにより ART

のパフォーマンスを改善し，カテゴリマップの結果も向上する

と考えられる．これは識別する画像枚数が増えたときの細分化

にも効果的であると考えられるので，学習画像データ数 40枚

の精度向上にもつながるといえる．

5. ま と め

本論文では，ART-2と CPNを適用した unsupervisedなカ

テゴリ分類手法を提案し，その有効性を確かめた．Caltech256

の 5種類のカテゴリを用いた実験では，カテゴリ未知な問題に

対しても，ART-2で冗長なカテゴリ変化を抑制し，CPNのカ

テゴリマップによってカテゴリ形成が可能であることを示した．

今後は，コードブック生成における SOMの学習回数の検討，

対象カテゴリ数，データ数が増えたときの，CPNのカテゴリ

マップの評価方法の検討を行う予定である．さらに，今回の評

価実験では本手法の提案と有効性の評価にとどまったが，対象

カテゴリ数を増やし，他手法との比較を行う予定である．
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