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ロボットビジョンのシーン記述におけるSIFT特徴点の選択
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あらまし 本論文では，OC-SVM (One Class-Support Vector Machines) を用いて，一般物体認識に有効な SIFT

(Scale-Invariant Feature Transform)特徴点を選択する手法を提案する．我々は，ART-2 (Adaptive Resonance The-

ory-2)と CPN (Counter Propagation Networks)を組み合せた教師なしカテゴリ分類法を提案した．従来手法では非

注目領域の特徴点が分類に影響を与える．提案手法では検出された特徴点から注目領域の特徴点を選択することによ

り，カテゴリ分類に有効な特徴記述をする．評価実験では，Caltech-256データセットと移動ロボットから得られる時

系列画像のカテゴリ分類において，従来手法と比べて分類精度が向上し，ロボットビジョンにおけるカテゴリ分類に

有効であることを示す．
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Abstract This paper presents a method for selection of SIFT(Scale-Invariant Feature Transform) feature points

using OC-SVM (One Class-Support Vector Machines). We proposed the method for automatic category classifica-

tion using a network system that combine incremented learning function of ART-2(Adaptive Resonance Theory-2)

networks and self-presentation characteristic of CPN (Counter Propagation Networks). In our former methord, the

feature points of nontarget region make misclassification. In our method, OC-SVM selects feature points of target

region. Experiment results that used Caltedh-256 object category dataset and the time-series image dataset caught

from a mobile robot show that classification accuracy of our method is better than that of the former method.
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1. は じ め に

ロボットが人間の生活環境である実環境において様々なタス

クを達成するためには，環境を理解し自律的に行動することが

必要不可欠である．ロボットの自律行動に必要な要素技術の一

つとして，時々刻々と変化する実環境において能動的に周辺の

状況を認識しながら概念パターンとなる世界像を獲得すること

が求められる．世界像を獲得するには，視覚情報から場所や場

面状況などのシーンにおける注目領域を記憶し，それをカテゴ

リごとに分類する必要がある．

計算機の発展により大量のデータを高速に処理可能となり，

機械学習を物体認識に適用できるようになってきた [1]．物体

認識において機械学習を用いる手法では，学習用の画像中に教

師情報が含まれる教師ありカテゴリ分類と，教師情報が含ま

れない教師なしカテゴリ分類がある．実環境をロボットが自律

的に行動し，環境を理解するためには，教師なしカテゴリ分類

が重要となる．教師なしカテゴリ分類の代表的な手法として，

Zhuらは，PCFG (Probabilistic Context-Free Grammars) と

MRF (Markov Random Fields) を組み合わせた生成的モデル

の PGMM (Probabilistic Grammar-Markov Models) を用い

て，物体検出と教師なしカテゴリ分類のための物体カテゴリの

モデル化を行っている [2]．中村らは，人間の感覚に即した物体

のカテゴリ分類として，ロボットの身体性を利用し，視覚・聴

覚・触覚のマルチモーダル情報を用いた教師なしカテゴリ分類

法を提案している [3]．これらの手法では，いずれもカテゴリ数

が既知でなければならない．このようなカテゴリ数が既知のカ

テゴリ分類は，カテゴリ数を一意に決められない実環境には対

応が困難のため，ロボットビジョンの分野では，カテゴリ数が
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未知の教師なしカテゴリ分類が必要となる．

画像上の分類に直結する領域を注目領域，それ以外の領域を

非注目領域とすると，教師なしカテゴリ分類は背景領域（非注

目領域）の影響を受けやすいため，オブジェクト領域（注目領

域）の特徴量選択が重要である．カテゴリ分類の特徴抽出方法

として，画像の回転・スケール変化・照明変化などに頑健な局

所特徴を記述する SIFT (Scale-Invariant Feature Transform)

がよく用いられている [4]．SIFTの処理手順は，特徴点の検出

と特徴点の記述の 2段階からなる．特徴点の検出では，DOG

(Difference-of-Gaussian) 処理によりスケールとキーポイント

を検出し，検出されたキーポイントから主曲率とコントラス

トにより有効な特徴点に絞り込み，サブピクセルの推定を行

う．特徴点の記述では，回転に不変な特徴を得るためにオリエ

ンテーションを算出し，求めたオリエンテーションに基づいて

キーポイントの特徴量を記述する．通常は画像全体から特徴量

を抽出しているため，注目領域と非注目領域という概念がなく，

SIFTを用いる手法では，注目領域だけでなく非注目領域を含

んだ特徴量を記述する．カテゴリ分類の精度を向上させるた

めには，注目領域と非注目領域に分けて，それらの関係性も利

用し，記述することが望ましい．注目領域の特徴量による記述

を実現する手法として，物体と背景の境界情報を用いて，物体

領域のみの情報による特徴点の検出と特徴量を記述する SIFT

を拡張した BSIFT (Background and Scale-Invariant Feature

Transform) がある [5]．しかし，BSIFTでは，境界情報が必要

であり，物体の境界情報をあらかじめ求めたシーンを対象とす

るため，物体領域と背景の境界情報を一意に決められない実環

境では適用が困難である．

人間は情報が集中している箇所に注目している．例えば，複

雑な背景中にイスがある場合には，自然とイスに注目する．こ

のように画像上で注目する領域は，シーンを特徴付ける重要な

領域の一つと考えられる．そこで，本研究では，実環境におけ

るシーンでの有効な特徴点選択を，注目領域か非注目領域の 1

クラス識別問題と考え，注目領域の特徴点（注目点）を選択す

るため，OC-SVM (One Class-Support Vector Machines) を

用いる．OC-SVMは密度関数の推定を行わずに，未知のパター

ンでの高密度領域の推定を行える教師なし学習である．この

OC-SVM によって選択された特徴量を，我々が提案している

教師なしカテゴリ分類法に適用し，カテゴリ分類の実験をする．

評価実験ではカテゴリ分類研究において一般的に用いられる

Caltech-256データベースによるカテゴリ分類と，ロボットビ

ジョンの視覚から得られるから視野画像列を用いたカテゴリ分

類について報告する．

以下，2．では提案するカテゴリ分類法について詳しく説明

する．3．では Caltech-256 データセットと移動ロボットを用

いる実験方法と結果を示し，4．でその考察をする．最後に 5．

でまとめと今後の課題について述べる．

2. 提 案 手 法

本節では，提案するカテゴリ分類手法について述べる．我々

は，時間軸に沿った学習を進めることができるART-2(Adaptive
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図 1 ネットワーク構成

Fig. 1 Network architecture of the proposal method.

Resonance Theory-2) [6] と CPN(Counter Propagation Net-

works) [7]の自己写像特性を組み合わせたカテゴリ数が未知な

問題にも適用できる教師なしカテゴリ分類法（以下，従来手法

と記す）を提案した [8]．従来手法では画像全体で SIFT特徴量

を記述しているため，非注目点がカテゴリ分類に負の影響を与

えていると考えられる．したがって，注目点と非注目点に分け

て特徴量を記述する必要があり，本手法では，カテゴリ分類に

有効な特徴量記述をするために，OC-SVMで注目点を選択し，

カテゴリ分類を試みる．

2. 1 提案手法の処理手順

図 1に本研究で提案するカテゴリ分類手法のネットワーク構

成を示す．我々の手法の処理手順は，(1)SIFTによる特徴点検

出および SIFT記述子ベクトルの算出，(2)OC-SVMによる特

徴点選択，(3)全学習画像の SIFT記述子ベクトルの SOMに

よるコードブックの作成，(4)コードブックに基づいて各画像

の SIFT記述子ベクトルのヒストグラムを作成，(5)ART-2に

よる教師なしラベルの形成，(6)CPNのラベリングによるカテ

ゴリマップの作成（カテゴリ分類）となる．従来手法では，画

像全体で非注目点を含む SIFT特徴量を記述しているため，非

注目点がカテゴリ分類に影響を与えている．本手法は教師なし

カテゴリ分類の精度を向上させるため，コードブック作成の前

に，OC-SVMを組み込み，カテゴリ分類に有効な特徴点を選

択する．

2. 2 OC-SVMによる特徴点選択

SVM [9]を拡張した OC-SVMは，密度関数の推定を行わず

に，密度推定ができる教師なし学習である．RBF(Radial Basis

Function)カーネルで特徴空間へ写像をすると，入力データの

外れ値が特徴空間の原点近くに写像される．この性質を利用し，

原点近くと他のデータを識別する超平面を設定する．超平面の

位置は，パラメータ ν によって変わり，パラメータ ν は 0 ＜

ν<=1の範囲で，入力データの外れ値になるデータを制御する．

識別関数を

　　 f(x) = sgn(ω>Φ(x)− ρ) (1)
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としたとき，制約条件

ω>zi >= ρ− ζi,　 i = 1, ..., l (2)

　ζi >= 0,　 i = 1, ..., l,　 0 < ν <= 1

式 (2)のもとで,次の最適化問題を解く．

　
1

2
‖ω‖2 +

1

νl

l∑
i=1

ζi − ρ　→ ω, ζ, ρを最小化 (3)

入力ベクトル xi を高次元特徴空間に写像したときの結果を zi

とする．

Φ : xi 7→ zi (4)

式 (3)の最適化問題の解を ω と ρとする．パラメータ ν は，

学習データ zi に対し，式 (1)の識別関数が正の値をとり，‖ω‖
は小さな値をとるように制御する．式 (3)のラグランジュ関数

を計算すると，

L(ω, ζ, ρ, α, β) =
1

2
‖ω‖2 +

1

νl

l∑
i=1

ζi − ρ

−
l∑
i=1

αi((ω
>zi)− ρ+ ζi)−

l∑
i=1

βiζi (5)

となり，最適化問題を解くために，双対最適化問題を導出する．

式 (3)のラグランジュ関数の αi と βi について最大化し，ω，ρ，

ζ については最小化する．最適解において，クーン・タッカー

条件より，パラメータ ω，b，ρ，ζ でラグランジュ関数 Lを偏

微分すると，0になるので，

∂

∂ω
L = 0→ ω =

l∑
i=1

αizi (6)

∂

∂ζi
L = 0→ αi =

1

νl
− βi (7)

∂

∂ρ
L = 0→

l∑
i=1

αi = 1 (8)

クーン・タッカー条件により，鞍点で，

αi・[ρ− ζi − ω>zi] = 0, i = 1, ..., l

ρ− ζi − ω>zi <= 0, i = 1, ..., l

0 <= αi <=
1
νl
, i = 1, ..., l

βi・ζi = 0, −ζi <= 0, βi >= 0, i = 1, ..., l





(9)

式 (5) のラグランジュ関数に式 (6)～式 (9) を代入し，内積を

カーネルに置き換えると，

1

2

l∑
i,j=1

αiαjk(z>i zj)

0 <= αi <=
1

νl
,　 i = 1, ..., l,　

l∑
i=1

αi = 1 (10)

双対最適化問題を得ることができる．式 (9)の条件を満たし，

かつ αi ＞ 0と ζi=0の条件を満たす学習データ zi をサポート

ベクタとする．

式 (6)の展開式から識別関数は，

f(z) =

l∑
i=1

αik(xi, z)− ρ (11)

となる．ただし，ζi ＝ 0である．

最適解で αi，βi が 0でないなら，以下の等式が成立する．

l∑
j=1

αjk(xjxi) = ρ (12)

これにより，ρを計算する．

カーネルトリックを利用することで，双対問題となる識別関

数に，高次元特徴空間上で点 Φ(x)が現れないため，高次元特

徴空間での膨大な内積計算を避けることができ，計算量を削減

できる．

式 (3)の最適化問題の解が，ρ |=0を満たす場合，OC-SVMの

パラメータ ν は，外れデータ数の割合の上限であり，サポート

ベクタ数の割合の下限である.

3. 実 験 結 果

本節では評価画像のデファクトスタンダードとなっている

Caltechデータセットと移動ロボットから得られる視野画像列

(a) (b)

(a) (b)

Airplane

Leopard

(a) SIFT feature  
points

(b) Selected SIFT 
feature points 

Face

図 2 特徴点選択結果（•:注目点, ×：非注目点）
Fig. 2 Selected feature points

（•:Selected points, ×：Other points）.
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(a) (b)

(b)(a)

(a) SIFT feature points (b) Selected SIFT 
feature points

図 3 特徴点選択結果（•:注目点 ×：非注目点）
Fig. 3 Selected feature points

（•:Selected points, ×：Other points）.

表 1 従来手法と提案手法カテゴリ分類率

Table 1 Rate of classification.

Data 5category 10category 20category

Our former Learning 84 ％ 70 ％ 64 ％

method Test 76 ％ 30 ％ 38 ％

Our Learning 96 ％ 94 ％ 81 ％

method Test 76 ％ 44 ％ 50 ％

を用いた実験を行った．Caltech-256データセットと視野画像

列のカテゴリ分類において，OC-SVMによる特徴点の選択を

行うことにより，本手法のカテゴリ分類での有効性を示す．

3. 1 Caltech-256の画像を用いた実験

本実験では，Caltech-256 データセット（256 カテゴリ）の

中から，データ数の多い上位 20 カテゴリを用いた．5 カテゴ

リ，10 カテゴリ，20 カテゴリでカテゴリ分類実験から，本手

法における注目点を評価した．図 2に異なるカテゴリの特徴点

選択結果，図 3 に Airplane カテゴリの特徴点選択結果，図 4

に 5カテゴリにおける ART-2のラベル付け結果（縦軸：ラベ

ル番号，横軸：データ数），図 5 に 5 カテゴリにおける CPN

のカテゴリマップ，表 1に従来手法と提案手法の分類率を示す．

なお OC-SVMのパラメータνを 0.50，SOMのユニット数を

100，学習回数を 100,000回，ART-2のビジランスパラメータ

を 0.930，CPNの学習率係数 α(t)と β(t)を 0.5，学習回数を

10,000回とした．

図 2に示す特徴点選択結果から，カテゴリごとに異なる注目

点を選択していることがわかる．図 3に示すAirplaneカテゴリ

では，後方の翼を含むオブジェクト全体領域ではなく，Airplane

の中でも中央付近を注目点として選択している．図 4のART-2

の分類結果から，従来手法は Leopardカテゴリはラベルが混同

しているが，本手法は混同せずにラベル付けをし，ラベルの混

同が減少した．図 5の CPNのカテゴリマップのAirplaneに注

目すると，有効な特徴点を選択することにより，Airplaneの画
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図 4 5 カテゴリにおける ART-2 のラベル付け結果

Fig. 4 Labeling results of ART-2 at 5 categories.

像を隣接するユニットに写像することができた．また，ART-2

でラベルが混同した Car-side カテゴリの画像は同じカテゴリ

へ写像されている．表 1から，OC-SVMによる特徴点の選択

を行うことにより，いずれのカテゴリ数においても分類率が向

上したことから，OC-SVMによりカテゴリ分類に有効な注目

点の特徴点を選択できている．

3. 2 移動ロボットを用いた実験

本実験では，図 6に示す本学の廊下を走行したときの全方位

カメラから得られる視野画像列を用いてカテゴリ分類実験を

行った．実験で扱うカメラは，1/3”interline CCD，解像度が

640× 480pixel，フレームレートが 30fpsの全方位カメラであ

る．ロボットのカメラの高さは 1,500mm，平均移動速度が約

30m/min，廊下の幅は 1,830mmである．

図 7 に全方位カメラから得られる時系列画像の特徴点選択

結果，図 8に ART-2によるラベル付け結果，図 9に CPNの

カテゴリマップを示す．図 6において，●をスタートし，反時

計回りに一周する．走行経路において，シーンの見え方が類

似する区間を A～Hとしてカテゴリ分類の目安とする．なお，

OC-SVM のパラメータνを 0.82，ART-2 のビジランスパラ

メータを 0.850とした．

図 8の ART-2のラベル付け結果から，特徴を選択すること

によりラベルの混同が少なくなりラベル数も減少した．図 9の

CPNのカテゴリマップから，特徴選択しない場合は 8カテゴリ
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図 5 5 カテゴリにおける CPN のカテゴリマップ

Fig. 5 Category map of CPN at 5 categories.
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図 6 実 験 環 境

Fig. 6 Experimental Enviroment.

中 4カテゴリしか形成できず，同じカテゴリを隣接するユニッ

トに写像できていないが，特徴を選択することにより，8カテ

ゴリ中すべてのカテゴリを形成でき，類似したシーンを隣接す

るユニットに写像できている．シーンごとの ART-2のラベル

付けをもとに，CPNで類似したシーンを隣接するユニットに

写像し，走行範囲でコーナと直線のカテゴリを形成できている．

これらのことから，OC-SVM で選択された注目点はロボット

ビジョンにおけるカテゴリ分類に有効であるといえる．

(a) Original Image

(b) SIFT feature points

(c) Selected SIFT feature points 

図 7 視野画像の特徴点選択結果（•:注目点, ×:非注目点）

Fig. 7 Selected feature points

（•:Selected points, ×：Other points）.

4. 考 察

Caltech-256を用いた実験において，人間がオブジェクトを

分類するとき，オブジェクト全体から判断しているわけでなく，

オブジェクトを特徴付ける情報が集中している箇所に注目して

いる．本手法の OC-SVMは，オブジェクト全体を注目点とし

て選択しているのではなく，オブジェクトの中でも情報が集中

している箇所を注目点として選択している．これにより，カテ

ゴリ分類に有効な特徴記述ができ，分類精度が向上したと考え

られる．

ロボットの視覚から得られる視野画像列を用いた実験では，

ART-2のラベル付け結果より，本手法はラベル 5とラベル 20

においてラベルの混同が多かった．ラベル 5とラベル 20はコー

ナ付近で，窓が多く明るい画像である．混同している画像は，

窓と部屋のドアが開いてることによる光で明るく，窓やドアの

枠の特徴を選択している画像である．つまり，ラベル 5とラベ

ル 20で選択された特徴が類似していることにより，ラベルが

混同したと考えられる．

本手法の CPNのカテゴリマップから，廊下の直線部分であ

る C，E，Gカテゴリが隣合っている．これは，同じようなカ

テゴリを近くに写像できているといえる．また，図面上で Hカ

テゴリと D カテゴリはコーナ付近で同じようなカテゴリであ

るが，Hカテゴリには大きな窓があり，マップ上で遠くに写像

— 5 —
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図 8 ART-2 のラベル付け結果

Fig. 8 Labeling results of ART-2.

できている．以上のことから，ART-2のラベルをもとに CPN

によってカテゴリ間の空間的関係性を写像できている．

5. ま と め

本研究では，OC-SVMを用いて，SIFT特徴点を選択する手

法を提案し，Caltech-256のデータセットとロボットの視覚か

ら得られる時系列画像を用いた実験から本手法の有効性を示し

た．Caltehe-256の画像を用いた実験では，学習データにおけ

るカテゴリ分類率が 80％以上であることから，OC-SVMで選

択した注目点が分類精度の向上に効果がある．ロボットの視覚

から得られる視野画像列において，従来手法ではシーンごとに

ラベルを付けることできず混同したが，本手法は時間軸に沿っ

てラベル付けを行うことができ，ロボットビジョンにおけるカ

テゴリ分類に有効であることがわかった．

今後の課題として，注目点と非注目点の特徴量の関係性をコ

ンテクストとしてカテゴリ分類へ利用することと，オリエン

テーションなどの他の SIFT特徴量も有効に利用することが挙

げられる．また，時系列画像を ART-2が時間軸に沿った学習

しているように，OC-SVMで時間軸の連続性を活用を検討す

る予定である．
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図 9 CPN のカテゴリマップ

Fig. 9 Category map of CPN.
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